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Для классификации сложноструктурируемых данных предложены гибридные решающие модули с вирту-

альными потоками. Виртуальные потоки отражают скрытые системные связи между наблюдаемыми параметрами 
процесса или системы. При этом вектор информативных признаков состоит из двух подвекторов, первый из кото-
рых соответствует реальным потокам, а второй – виртуальным потокам. Для формирования виртуального потока 
разработана обобщенная рекуррентная структурная схема. Схема позволяет формировать гибридный вектор ин-
формативных признаков, состоящий из двух подвекторов. Один из них состоит из исходных информативных при-
знаков, а второй – из информативных признаков, полученных на основе моделирования системных связей между 
информативными признаками первого подвектора. Для формирования второго подвектора используются как си-
стемные связи между исходным пространством информативных признаков, так и вновь сформированные латент-
ные переменные. Это позволяет реализовать рекуррентный процесс формирования пространства информативных 
признаков. Предложенный метод формирования нелинейных моделей виртуальных потоков основан на МГУА-
моделировании. В методе для получения моделей влияния реальных потоков на виртуальные потоки используются 
нейронные сети на нелинейных адалинах. Метод позволяет формировать подвектор латентных переменных не-
ограниченной размерности. На основе предложенного метода сформирована структура гибридной решающей си-
стемы с виртуальными потоками, предназначенная для классификации сложноструктурируемых данных. Структу-
ра позволяет учесть латентные потоки для информативных признаков (виртуальные потоки) – они определяются 
на основе статистических и экспертных исследований связей между исходными информативными признаками. В 
свою очередь это дает возможность агрегировать четкие и нечеткие решающие правила, обеспечивая требуемое 
качество принимаемых решений при разнородной и плохоформализуемой структуре классов. Проведенное авто-
рами имитационное моделирование показало эффективность метода. 

Ключевые слова: гибридный, решающая система, латентная переменная, МГУА-модель, нейронная сеть, 
нечеткая логика принятия решений, агрегаторы нечетких решающих правил 
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For classification of difficult structured data hybrid decisive modules with virtual streams are offered. Virtual 

streams reflect the hidden system communications between observed parameters of process or system. At the same time the 
vector of informative signs consists of two subvectors. First of which corresponds to real streams, and  the second – to virtual 
streams. The generalized recurrent block diagram is developed for formation of a virtual stream. The scheme allows to form 
the hybrid vector of informative signs consisting of two subvectors. One of which consists of initial informative signs, and 
the second – of the informative signs, received on the basis of modeling of system communications between informative 
signs of the first subvector. For formation of the second subvector again created latent variables are used as system commu-
nications between initial space of informative signs. That allows to realize recurrent process of informative signs space for-
mation. The offered method of nonlinear models formation for virtual streams is based on MGUA-modeling. For receiving 
models of real streams influence in the proposed method are used the virtual streams neural networks on nonlinear adalina. 
The method allows to form a subvector of latent variables of unlimited dimension. On the basis of the offered method the 
structure of hybrid decisive system with virtual streams, intended for classification of difficult structured data, is created. The 
structure allows to consider latent informative signs (virtual streams), defined on the basis of statistical and expert researches 
of communications between initial informative signs. In turn it gives the chance to aggregate accurate and indistinct decisive 
rules, providing the required quality of the decision making in the situations of diverse and badly formalizable structure of 
classes. Simulation showed the effectiveness of the proposed method. 

Keywords: hybrid decision module, latent variable, GMDH model, neural network, fuzzy logic of decision-
making, aggregators of fuzzy decision rules 

 
Введение. Одним из важных направлений повышения качества управления лечебно-

диагностическим процессом является эффективное прогнозирование и ранняя диагностика заболеваний, 
вызываемых профессиональной деятельностью. Характерной особенностью прогнозирования является то, 
что собираемая службами здравоохранения информация позволяет в основном анализировать уже имею-
щиеся заболевания, тогда как во многих случаях условия трудовой деятельности могут формировать пред-
посылки к возникновению и развитию той или иной патологии. Своевременное выявление людей, склон-
ных к профессиональным заболеваниям и имеющих донозологические формы заболеваний, позволит фор-
мировать рациональные схемы организации лечебно-оздоровительных мероприятий, улучшающих каче-
ство медицинского обслуживания населения занятого в сельскохозяйственном и иных видах производств. 

С математической точки зрения, сложность решения задач прогнозирования заболеваний опреде-
ляется тем, что используемые информативные признаки носят неполный, нечеткий и разнотипный харак-
тер; имеют нечеткую структуру классов – это требует специальных подходов к синтезу соответствующих 
решающих правил. Раздельное использование таких мощных инструментариев, как нейронные сети и 
нечеткая логика не позволяет должным образом объединить экспертные знания и экспериментальные 
данные для решения рассматриваемой задачи. Поэтому возникает необходимость разработки методов 
объединения технологий нечеткой логики и нейронных сетей в гибридную систему для повышения каче-
ства прогнозирования профессиональных заболеваний.  

Анализ существующих подходов к решению задач прогнозирования риска профессиональных 
заболеваний показал отсутствие серьезных системных исследований такого сложного явления, как «риск 
для жизни и здоровья человека, обусловленный производственной деятельностью хозяйствующих субъ-
ектов»; отсутствие единого понимания природы риска и менеджмента рисков. Такая ситуация препят-
ствует внедрению методологии управления рисками в обеспечение безопасности производственной сфе-
ры в России. Поэтому необходимы дальнейшие исследования, направленные на разработку и совершен-
ствование методов и моделей принятия решений для интеллектуальной системы поддержки прогнозиро-
вания профессиональных заболеваний [6, 16].  

Проблема релевантности информативных признаков (ИП) является основной при построении 
классификаторов риска профессиональных заболеваний [2, 13]. Но не менее важной проблемой является 
решение о полноте пространства ИП, формируемого только из наблюдаемых переменных [16]. Известно, 
что в классифицируемом пространстве могут быть скрытые (ненаблюдаемые) или латентные закономерно-
сти. Их неучет приводит к построению ошибочной структуры классификатора и неправомочным выводам 
по анализу качества классификации построенной классифицирующей модели. Эта проблема усугубляется в 
условиях коротких выборок – для них могут быть также сделаны ошибочные выводы по показателям каче-
ства классификации выбранной модели принятия решений. Например, при ограничении объема выборки на 
качество восстановления зависимости влияет не только качество аппроксимации в точках {yj}, но еще и 
такие факторы, как сложность аппроксимирующей функции и размерности пространства N. 

Такая особенность приводит к необходимости сосредоточить внимание на системных связях 
между наблюдаемыми переменными и латентными переменными. В свою очередь это позволит выбрать 
правильное соотношение между сложностью приближающей (аппроксимирующей) функции и объемом 
обучающей выборки (объемом имеющейся информации) [1, 8, 9, 14]. 
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Исследования показали, что при построении решающих модулей по принятию решений для 
классификации в условиях неполной информации об объектах классификации и о структуре классов, 
целесообразно вводить дополнительные ИП, которые несут информацию о скрытых связях между ис-
ходными (наблюдаемыми) признаками. Основным требованием к этим связям является то, что они 
должны отличаться у исследуемых альтернативных классов. Скрытые связи определяются аппроксими-
рующей функцией, построенной по данным, извлеченным из обучающей выборки посредством форми-
рования виртуальной переменной как зависимой переменной [7, 8, 9]. Если такая аппроксимирующая 
функция будет построена, то по ИП неизвестного образца может быть найден дополнительный признак 
(признаки) как функция этих входных данных, которые впоследствии используются в классификацион-
ных моделях в качестве независимых переменных. 

Методы и модели. Среди немногих методов, в которых особое внимание уделяется поиску 
скрытых системных связей, выделяется метод группового учета аргументов (МГУА) [4, 5]. Метод МГУА 
позволяет получить самые разнообразные аппроксимирующие функции.  

При поиске латентной переменной посредством МГУА необходимо решить задачу, состоящую в 
обнаружении и моделировании некоторой закономерности 

y = F(X),   (1) 
связывающей множество ИП X = (x1, x2,…,xN), используемых решающими модулями, с зависимой пере-
менной y, принимающей в условии двухальтернативной классификации значения (0, 1). 

Поиск закономерностей осуществляется в обучающей выборке, полученной для альтернативных 
классов, в которую входят M образцов из двух этих классов. Каждому образцу соответствует скалярная 
зависимая переменная yj( ), принимающая значение ноль или единица. Модель зависимости 
(1), должна хорошо аппроксимировать ее не только в точках yj, но и в любой точке пространства, опре-
деляемого координатами векторов Xi. 

Рассмотрим процесс синтеза модели оптимальной сложности более подробно. Представим ап-
проксиматор (1) в общем виде 

)...,,...( 1 Ni xxxFy  ,  (2) 

где ix  – i-й информативный признак (i = 1, N). 
В качестве (2) можно использовать полином Колмогорова-Габора [4]: 
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так как он позволяет добиться достаточно точной аппроксимации любой дифференцируемой функции F. 
Сложная зависимость (3) заменяется множеством простых функций: 

),,(...,),,(),,( 1312211 NNs xxfyxxfyxxfy   (4) 

где 2
NCs  , причем вид функции повсюду одинаков. 

В качестве функции обычно выбираются простые зависимости  

kikiiki xxaxaxaaxxy 320),(   (5) 
или  

2
5

2
43210),( kikikiki xaxaxxaxaxaaxxy  , (6) 

связывающие только две переменные. Коэффициенты полиномов этих зависимостей можно определить 
по методу наименьших квадратов (МНК), имея соответственно 4 или 6 точек наблюдений в обучающей 
последовательности.  

Среди моделей первого ряда выбираются  наилучших, показавших хорошие результаты на 
контрольной выборке. На следующем этапе (второй ряд алгоритма МГУА) полученные на обучающей 
выборке значения соответствующие отобранным моделям, рассматриваются в качестве аргументов 
нового ряда: 

),,(...,),,(),,( *1**312211 SSS yyfzyyfzyyfz   (7) 

где 2* SCS  . 
Здесь функции остаются прежними и соответствуют соотношениям (6) или (7), но аргумента-

ми этих функций выступают переменные  Коэффициенты новых моделей (7) также находятся по 
МНК на точках той же обучающей выборки. Новые модели проверяются на точках контрольной выбор-
ки, и среди них выбирается  наилучших, которые используются в качестве аргументов следующего, 
третьего ряда, и т.д. Сложность полиномов возрастает от ряда к ряду. Коэффициенты новых полиномов 
определяются по тем же точкам обучающей выборки, что не требует дополнительной информации, хотя 
сложность модели все время возрастает. При этом число определяемых коэффициентов значительно пре-
восходит объем обучающей выборки.  
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Схема реализации алгоритма МГУА представлена на рисунке 1.  
 

 Признак 1 Признак N 

Генерация 
функции y1N 

 

Генерация 
функции y(N-1)N 

 

Генерация 
функции y12 

Комбинация и 
сочетания  

Отбор лучших 
вариантов методом 

наименьших квадратов 

Добавление нового 
ряда  

Вычисление СКО 
аппроксимации ε 

……. 

…. 

Конец 

ε →min? 
Да 

Нет 

 
 
Рисунок 1 – Схема алгоритма реализации МГУА 

 
В ней есть генераторы усложняющихся из ряда в ряд комбинаций и пороговые модули отбора 

лучших из них. Степенные полиномы заменяются несколькими рядами «частных» описаний. Например, 
(4) – ряд первой селекции и (7) – ряд второй селекции. Входные аргументы и промежуточные переменные 
сопрягаются попарно, и сложность комбинаций на каждом ряду обработки информации возрастает (как при 
массовой селекции), пока не будет получена единственная модель оптимальной сложности [1, 16]. 

При выполнении алгоритма по рисунку 1 из ряда в ряд селекция пропускает только некоторое ко-
личество самых адекватных переменных. Степень адекватности получаемых зависимостей оценивается по 
величине среднеквадратичной ошибки (СКО) аппроксимации ε (средней для всех выбираемых в каждом 
поколении переменных или для одной самой точной переменной) на отдельной контрольной выборке.  

Ряды селекции наращиваются до тех пор, пока точность аппроксимации повышается. Как только 
достигнут минимум ошибки, селекцию следует остановить [11]. 

Среди множества МГУА-моделей выбираем L наилучших, которые могут быть представлены в 
виде множества 

, (8) 

где , X = (x1, x2,…,xN) – множество ИП, используемых решающими модулями; . 
Рассмотрим метод формирования множества (8). Метод должен синтезировать множество ап-

проксимирующих связей между элементами входного вектора X и позволить выбрать из этого множества 
L функциональных связей. Они формируют L дополнительных признаков, включение которых во вход-
ной вектор приводит к повышению качества классификации решающего модуля.  

  yXf k
~

XXk  L,1
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Включение в множество моделей очередной, -й, модели виртуального ИП осуществляет-
ся по рекуррентной схеме, представленной на рисунке 2. 

 
 
Рисунок 2 – Структурная схема классифицирующего модуля с дополнительными ИП, полученными на основе ре-
куррентных обратных связей 
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Эта схема позволяет оценить вклад в показатели качества принятия решений -го допол-
нительного ИП при наличии  дополнительных признаков. 

Метод формирования нелинейных моделей виртуальных потоков. Для каждого виртуально-
го потока посредством МГУА-моделирования получено свое подмножество моделей 

. Каждое подмножество моделей , где Ki – число МГУ-моделей для 
i-го виртуального потока, полученных на основе МГУА-моделирования. Эти модели предполагается ис-
пользовать для описания взаимного влияния известных ИП (реальных потоков) в системе простых ком-

бинаций реальных и виртуальных потов. Множество моделей виртуальных потоков получается не по-
средством усложнения МГУА-моделей, а посредством МГУА-нейронной сети [11]. Отличие предлагае-
мой МГУА-нейронной сети от рассмотренной в [11] состоит в том, что каждый блок модели виртуально-
го потока (второй слой модели) является МГУА-нейронной сетью. На ее входы поступают полученные 
путем МГУА-моделирования модели, включающие множество  реальных и виртуальных потоков. 
Структурная схема i-го блока модели виртуального потока представлена на рисунке 3. 

 

 
 
Рисунок 3 – Структурная схема i-й нелинейной модели первого слоя на основе МГУА – моделирования 

 
В качестве примера в ней использованы четыре МГУА-модели виртуального потока : , , 

,  с нелинейными адалинами (N-A). 
МГУА-сеть имеет переменную структуру, которая может изменяться в процессе обучения. Каж-

дый нейрон сети – N-адалина представляет собой адаптивный линейный ассоциатор с двумя входами zg и 
zh и нелинейным процессором, образованным тремя блоками умножения. Этот нейрон вычисляет квадра-
тичную комбинацию входов вида 
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Процесс обучения МГУА-модели виртуального потока состоит в конфигурации нейронных сетей 
(рис. 4). Он начинается с первого скрытого слоя, независимой настройки синаптических весов каждой не-
линейной адалины и наращивания количества слоев для достижения необходимой точности прогнозирова-
ния. Количество нейронов первого скрытого слоя сети определяется количеством К МГУА-моделей соот-
ветствующего эндогенного фактора и не превышает значение К(К-1)/2 – количества сочетаний из К по 2. 
Обучение нейронной сети осуществляется посредством любого из известных алгоритмов обучения [13, 14]. 

Для количественного определения влияния дополнительного входа на качество классификации 
нейронной сети целесообразно два показателя (диагностическая чувствительность Se и диагностическая 
специфичность Sp) выразить в виде одного. В качестве такого показателя часто используют диагностиче-
скую эффективность [3, 12]. Однако у этого показателя имеется существенный недостаток. Он связан с тем, 
что в результате простого объединения всех ошибок путем манипуляции с соотношениями положительных 
и отрицательных объектов в выборке этот показатель можно сделать достаточно большим. При этом клас-
сифицирующая система может быть полностью неработоспособна, например, иметь показатель диагности-
ческой чувствительности или диагностической специфичности, равный нулю. Поэтому введем интеграль-
ный показатель качества классификации S, способ вычисления которого поясняет рисунок 4. 

 

Рисунок 4 – Определение интегрального показателя качества классификации 
 
Так же, как и в ROC-анализе, интегральный показатель качества классификации Si ищем в единич-

ном квадрате, определяющем координаты Sp и Se. Интегральный показатель Si определяем по обучающим 
выборкам, компоненты векторов ИП которых принадлежат одной и той же генеральной совокупности.   

На рисунке 4 показатели качества классификации определяются кружками черного цвета. Круж-
ки, вписанные в прямоугольник, – это результаты классификации по выборкам из одной и той же гене-
ральной совокупности. Для того чтобы не загромождать рисунок, в прямоугольнике показаны только 
четыре кружка. Они определяют координаты и размер прямоугольника (лежат на нижней, верхней, пра-
вой и левой границах). 

Показатели S определяют площади заштрихованных прямоугольников, координаты которых за-
дают левые нижние углы незаштрихованных прямоугольников, описывающих черные кружки. Для i-й 
выборки или группы выборок из одной и той же генеральной совокупности интегральный показатель 
качества классификации определяется по формуле 

,     (10) 
где  определяются координатами описывающих прямоугольников. 

Оценим степени управляемости показателями качества классификации гибридного решающего 
модуля посредством виртуального потока. С этой целью рассмотрим графики зависимости показателя 
качества классификации (10) от величины дисперсии виртуального входа, представленные на рисунке 5. 
Управляемость величиной S посредством изменения дисперсии виртуального потока исследовалась при 
различных размерностях пространства ИП: 3, 5 и 7. 

 

 

Se 
1 

0,75 

 0,5 

0,25 

0 
0,25  0,5 0,75 1 

 Sp 

S2 

S1 

minmin SpiSeiSi 

minmin SpiиSei



ПРИКАСПИЙСКИЙ ЖУРНАЛ: управление и высокие технологии, № 2 (42), 2018 г. 
 

 

145

 

Рисунок 5 – Влияние дисперсии виртуального входа на качество классификации нейронной сети прямого распро-
странения при размерности пространства ИП «три», «пять» и «семь» 

 
Представленные на рисунке 5 зависимости показывают, что для широкого интервала значений раз-

мерности пространства ИП может быть подобрана дисперсия виртуального потока, которая позволяет управ-
лять показателем качества классификации гибридного решающего модуля в широком диапазоне. При этом 
управляемость показателя  качества классификации снижается с ростом пространства ИП. Отсюда следует, 
что при увеличении размерности пространства ИП необходимо увеличивать число виртуальных потоков. 

Модель гибридного классификатора с виртуальными потоками. Анализ работы существу-
ющих методик прогнозирования показывает, что для повышения эффективности работы прогнозирую-
щей системы необходимо объединение достоинств технологий нейронных сетей и систем нечеткого вы-
вода [8, 12]. Для решения данной задачи разработана специализированная гибридная система. Она ис-
пользует принципы обучения нейронных сетей на этапе дефуззификации, т.е. преобразования нечетких 
коэффициентов уверенности  в четкие номера классов .  

Структура разработанной гибридной решающей системы для классификации набора объектов 
 представлена на рисунке 6. Система предназначена для прогнозирования профессиональных забо-

леваний. В данном случае рассматриваются бронхолегочные заболевания. В этой структуре три класса 
риска: С1, С2 и С3, двенадцать входных ИП P1…P12, в которых выделено три сегмента G1, G2, G3. В сег-
мент G1 вошли социально-экономические факторы риска, в G2 – микроклимат на рабочем месте, сегмент 
G3 характеризует индивидуальные факторы риска [6]. 

В качестве основы для разработки гибридной системы выбрана распространенная модель нечет-
кого решающего модуля, состоящая из блоков фуззификатора, агрегатора и дефуззификатора [12]. В от-
личие от основной структуры, в рассматриваемой системе на этапе фуззификации выполняется разбие-
ние признакового пространства на группы для последующего анализа наборов сгруппированных призна-
ков вместо совокупного анализа одновременно всех признаков исходного пространства. Агрегирование  
выполняется в два последовательных шага. На первом шаге выполняется построение структуры группо-
вых агрегаторов, предназначенных для вычисления коэффициентов уверенности принадлежности объек-
тов к заданному классу на основании каждой группы признаков.  

На втором шаге для рассчитанных групповых коэффициентов уверенности строятся основные 
агрегаторы ),,( 321 AAA , позволяющие непосредственно определить коэффициент уверенности принад-
лежности объекта к заданному классу. В качестве дефуззификатора гибридной системы используется 
нейронная сеть с выходами NET1, NET2, NET3. Ее обучение производится на основе исходных обучаю-
щих данных, полученных из анализа образцов обучающей выборки больных бронхолегочными заболе-
ваниями. В сформированное пространство информативных признаков, особенно в сегменты G1 и G3, 
входят сильно корригированные признаки, в то же время представленное признаковое пространство не 
исчерпывает всех факторов риска бронхолегочных заболеваний. Поэтому признаковое пространство бы-
ло дополнено виртуальным потоком, который формируется нейронной сетью с выходом NET4. 
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Рисунок 6 – Структура гибридной решающей системы с виртуальными потоками 
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Имитационное моделирование на основе искусственно сформированных выборок показало, что 
ввод («включение») дополнительного информативного признака (входа) в двухвходовой нейронной сети 
прямого распространения может повысить точность двухальтернативной классификации до 100 % и вы-
ше, при разнице первых моментов у третьего признака всего лишь на 10 %.  

Был проведен анализ выборок экспериментальных данных, в которые входили 110 работников с 
установленным профессиональным риском бронхолегочных заболеваний и 150 относительно здоровых 
людей (не заболевших бронхолегочными заболеваниями в течение трех лет наблюдения). Результаты 
анализа показали, что на трехлетнем прогнозе диагностическая чувствительность (0,83) превосходит ди-
агностическую специфичность (0,73) при невысоких значениях прогностической значимости (ПЗ+). Это 
соответствует преобладанию ошибки в отношении людей, оставшихся в состоянии «здоров». 

Использование одного виртуального потока (NET4) позволило повысить диагностическую спе-
цифичность до 0,79 с оставшейся неизменной в пределах статистической погрешности вычислений диа-
гностической чувствительностью. 

Выводы. Для классификации плохоструктурированных данных предложены гибридные реша-
ющие модули с виртуальными потоками. Виртуальные потоки отражают скрытые системные связи меж-
ду наблюдаемыми переменными. При этом вектор ИП состоит из двух подвекторов, первый из которых 
соответствует реальным потокам, а второй – виртуальным потокам. 

Разработана обобщенная рекуррентная структурная схема формирования гибридного вектора 
ИП, который состоит из двух подвекторов. Один из них сформирован на основе исходных ИП. Второй 
– из ИП, полученных на основе моделирования системных связей между ИП первого подвектора. Ука-
занная схема отличается использованием для формирования второго подвектора как системных связей 
между исходным пространством ИП, так и вновь сформированным признаковым пространством. В 
свою очередь это позволяет выделить релевантные системные связи в исходном пространстве ИП и во 
вновь сформированном пространстве ИП. 

Разработан метод формирования нелинейных моделей виртуальных потоков, отличающийся 
использованием метода МГУА-моделирования для получения моделей влияния реальных потоков на 
виртуальные потоки, получаемые посредством нелинейных адалинов. Указанный метод позволяет 
формировать подвектор латентных переменных неограниченной размерности. 

Предложена структура гибридной решающей системы с виртуальными потоками, предназна-
ченная для классификации сложноструктурируемых данных. Указанная система отличается учетом в ее 
структуре латентных ИП (виртуальных потоков), определяемых на основе статистических и эксперт-
ных исследований связей между исходными информативными признаками. В свою очередь это позво-
ляет агрегировать четкие и нечеткие решающие правила, обеспечивая требуемое качество принимае-
мых решений при разнородной и плохоформализуемой структуре классов. 
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Рассмотрена проблема автоматизации диагностики болезни Паркинсона, основанной на математическом 

анализе физиологических сигналов. Целью автоматизации является создание инструмента для объективной, точной 
и, по возможности, ранней диагностики болезни Паркинсона. Показано, что для решения каждой из этих задач тре-
буется создание/использование различного аппаратного и математического обеспечения. Объективная диагностика 
болезни Паркинсона осуществима при помощи простого приложения, которое может функционировать на любом 
смартфоне, оснащённом стандартным набором датчиков. Точная диагностика болезни Паркинсона требует специа-
лизированного измерительного оборудования, гарантирующего высокое качество результатов измерений, специаль-
ным образом организованного измерительного эксперимента, обеспечивающего получение достаточно полной и 
достоверной информации о процессах регуляции движений, а также специального математического обеспечения, 
реализующего методы машинного обучения и методы математического моделирования. Ранняя диагностика болезни 
Паркинсона оказывается возможной только при комплексировании различных видов измерений, в т.ч. и с привлече-
нием данных, соответствующих немотротным проявлениям болезни Паркинсона. Обоснована целесообразность по-
строения автоматизированной системы диагностики болезни Паркинсона на базе математического анализа тензот-
реморограмм, регистрируемых по специальной методике, предложенной С.П. Романовым для объективной оценки 
состояния системы построения движений по Н.А. Бернштейну. Сформулирована основная цель исследования – по-
строение системы распознавания, основанной на математическом анализе тензотреморограмм. Предложена много-
уровневая архитектура такой системы распознавания и показано место в этой системе методов машинного обучения 
и методов математического моделирования. 

Ключевые слова: болезнь Паркинсона, диагностика заболеваний, автоматизация, функциональное состоя-
ние, тензотреморограмма, анализ временных рядов, машинное обучение, математическое моделирование, система 
распознавания, концептуальная модель 

  


